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Abstract: Recently, increasing digital music collections make us difficult to find new favorite

music which we are really interested in. To overcome this problem, content-based music information

retrieval has been studied. It enables users to search similar music with users choose, however few

method can improve search result interactively. In this paper, we propose a new method that

allows users to reflect their search intention. By selecting SNS tags, users can naturally inform

their intention to a music retrieval system, and the system utilize user feedback to modify a

similarity function. we employ learning to rank technique to utilize tag information to modify a

feature vector space.

1 序論

1.1 研究背景

近年，定額楽曲配信サービスの登場などにより，個人
で取り扱える楽曲の量は爆発的に増えているが，ユー
ザが自分の好む楽曲を見つけることはますます困難に
なっている．ユーザの楽曲発見を支援するためにいく
つかの技術が研究されている．その中でもっとも一般
的な手法はユーザの購買履歴を元に推薦を行うもので
ある．このような手法は協調フィルタリングと呼ばれ，
amazon.comなどのサービスで実際に利用されている
[神嶌 2007]．しかしながら協調フィルタリングをベー
スとした推薦システムには，購買履歴が充分な量集ま
らないと適切な推薦が行えないなどいくつかの問題点
が指摘されている [神嶌 2007]．また，コンテンツの内
容を一切考慮せずに推薦楽曲を決定するため，楽曲の
特性が推薦結果に反映されないという問題がある．
一方，楽曲の音響信号を利用してユーザの楽曲発見を支
援する手法として類似楽曲検索が挙げられる [Casey 2008]．
この技術を用いることで，ユーザは楽曲を指定してそ
の楽曲に類似した曲を獲得することができる．類似楽
曲検索では，楽曲の音響信号をもとに複数の特徴量を
抽出し，特徴ベクトルを作成する．楽曲と楽曲の類似
の度合いは，特徴ベクトル同士の距離を事前に定めた
類似度関数に基づいて定義する．しかしながらユーザ
の検索意図は多様であるため，あるひとつの類似度関

数を利用するだけでは，ユーザの求める検索結果が得
られない場合がある．そのため，類似度関数を各ユー
ザごとにパーソナライズする手法が求められる．
　本研究では，SNS 上のタグから作成したランキング
を教師データとする学習手法を利用し，インタラクティ
ブに検索結果の改善を行う類似楽曲検索手法を提案す
る．提案手法により，ユーザは表示されたタグの中から
自分の検索意図を反映したタグを選択することによっ
て検索結果の改善を行えるようになる．

1.2 本研究の貢献

本研究では，タグから得られるランキングが，音響
信号から得られるランキングよりも優れていると仮定
し，ランキング学習手法によって，優れたランキング
に検索結果が近づくように学習を行う．
　類似楽曲検索システムの検索結果改善をランキング
学習問題として定式化した研究はMcFeeらによって既
に行われている [McFee 2010]．しかしながらこの研究
は事前に学習を行っている．それに対して本研究では
ユーザにクエリが与えられてから学習するという，よ
り難しい課題に取り組み，実時間での応答で検索結果
改善が可能であることを示した．また，学習の効果を，
計算機実験，参加者実験の両方で確認しており，関連分
野の研究者にとって有益な知見を提供するものである．
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2 関連研究

本章では，まず本研究で取り組む課題と似た目的を
もつ研究を紹介する．その後，次節で提案手法に取り
入れられている手法について解説する．

2.1 似た課題に取り組んでいる研究

類似楽曲検索に関する研究の多くは楽曲の音響信号
からの特徴抽出手法の改善を行っている．楽曲間の類似
の度合いの良し悪しは特徴抽出がどの程度うまくいっ
ているかに強く依存するためである．しかしながらその
ようなアプローチに限界があることが Aucouturierら
の研究 [Aucouturier 2004]によって示されている．こ
の研究は当時利用されていた特徴抽出手法とそれらに
必要なパラメータについて大規模な比較調査を行った
ものである．この研究によって，いかにパラメータの
調整を注意深く行ったとしてもそれ以上性能の向上し
ない限界点があること，また，どの楽曲にも似ていな
いと判断される曲やどの楽曲とも似ていると判断され
る曲が出てきてしまうことを発見した．今日，この問
題は hubs and orphans問題として知られている．この
ような限界を超えるとために特徴抽出とは別の部分で
問題の解決に取り組む研究が行われている．このよう
な方向性の研究にはユーザのフィードバックを利用す
るものや，ソーシャルタグのような楽曲に付随する情
報を利用するものがある．
斎藤らの研究 [斉藤 2011]では，楽曲の集合を可視化し
た上でユーザに表示し，適合する楽曲を選択してもら
い，対話的遺伝的アルゴリズム手法を利用して次に表
示する楽曲の選択を行っていくことでユーザの新たな
楽曲発見の支援を試みている．また，類似楽曲検索に
対して検索結果の個人化を試みた研究として小林らの
研究 [?]があげられる．小林らは楽曲と楽曲の類似度
をマハラノビス距離の形式で定義し，行列の値をパラ
メータとし，非適合とされる楽曲が適合とされる楽曲
よりも類似度が低くなるよう学習を行うことにより改
善を行う．しかしながらこれらの手法はユーザが適合
不適合の情報を与える必要がある．実際に曲を聞いて
評価しなければならないためユーザの負担が大きくな
る．
　類似楽曲検索の分野においては，画像検索と異なり
ユーザが検索結果を評価するためには実際に楽曲を耳
にする必要があるためフィードバックを与えることが
より困難である．そこで SNS上で得られるソーシャル
タグを利用することが検討されている．Karydisらの
研究 [Karydis 2013]ではタグを元に抽出した特徴量と，
音響信号を元にした特徴量とで性能の比較をし，タグ
を元にした特徴量の方がより性能が高いことを示した．
しかし，ソーシャルタグはすべての楽曲に付けられて

いるものではないので，タグのない楽曲に対してもタ
グによる検索を実現するような技術が必要となる．そ
のような技術として楽曲から自動的にタグを推定する
研究が行われている [Turnbull 2008]．また，タグから
得られる特徴量の特徴空間と，音響信号から得られる
特徴空間との間を対応付ける関数を学習する手法が提
案されている [Ioannis 2011]．しかしこれらの手法は，
検索結果として得られるランキングそのものを最適化
しているわけではない．ランキングそのものに着目し
て学習を行う手法はMcFeeらによって提案されており
[McFee 2010]，本研究ともっとも関連性が強い．しか
しながら先述の通り，実時間で学習を行っている，参加
者実験による性能確認を行っているなどの違いがある．

2.2 提案手法に取り入れられている手法

2.2.1 楽曲の特徴抽出

類似楽曲検索では，楽曲を特徴ベクトルで表し，特徴
ベクトル間のユークリッド距離の大小で類似の程度を
評価する．そのため，どのような特徴量を用いるかは検
索結果に大きな影響を与える．楽曲や音声の特徴量とし
てはMFCC(Mel Frequency Cepstrum Coefficient)が
広く用いられている．これは人間の聴覚特性に合わせ
た各周波数成分のスペクトル密度である．MFCCは短
時間の信号から抽出するものなので，楽曲からMFCC

を抽出する場合，楽曲の時間に比例した複数個の組が
出力される．この組をどのようにまとめるかで様々な
手法が提案されている．
　本研究ではLevyらによって提案された手法 [Levy 2006]

を採用した．この手法では二つの異なる楽曲間の距離
を次式のような形で表す．

　D(p, q) = (µ⃗p − µ⃗q)
TΣ−1

µ (µ⃗p − µ⃗q)

+(s⃗p − s⃗q)
TΣ−1

s (s⃗p − s⃗q)
(1)

ここで，µ⃗p，µ⃗q はそれぞれ楽曲 p，qのMFCCの各
成分の平均ベクトルであり，s⃗p，s⃗q は各成分の標準偏
差である．Σµ，Σs はデータセットの楽曲を表す特徴
ベクトル µ⃗，s⃗の共分散行列である．この手法は他の手
法に比べ，特徴量の抽出，比較が高速に行えるという
性質がある．我々はこのような性質が検索システムに
望ましいと考え，この手法の採用を決断した．

2.2.2 タグの特徴抽出

本研究ではタグの情報を利用する．タグは，各タグ
を一つの単語とみなすことで Bag-of-Wordsのベクト
ルに変換できる．Bag-of-Words表現のベクトルに対す
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る重み付けとして TF-IDFがもっとも利用されている
が本研究では IDFのみを各タグに対する重み付けとし
て採用した．本研究では，楽曲はその人気によってタ
グが付けられた回数の差が非常に大きく，tf 値が大き
いタグほどその楽曲の特徴を適切に反映しているとは
いえないためである．
female vocalist と female vocalists のように，タグの
中には意味的に非常に近しいものがある．前述した
Bag-of-Words の表現では，これは完全に別々の単語
としてみなされてしまう．単語と単語の共起関係を考
慮することでこれらの単語の間の関係を考慮するこ
とができればより望ましい検索結果を導く事ができ
る．そのような要求に答える技術が Latent semantic

Indexing(LSI)[Scott 1988] である．LSI では，高頻度
で共起する単語が同一の要素に対応するよう特徴ベク
トルの次元削減を行う．機械学習の分野で特徴ベクト
ルの次元を削減する場合，もっともよく用いられる手
法が主成分分析である．しかしながら主成分分析は固
有値分解を伴うため，単語-文書行列のような非正方行
列には適用できない．そこで LSIでは主成分分析の代
わりに特異値分解を行うことで次元削減を実現する．
　文書数がN 個で，それらの文書に含まれる単語の種
類がM 種類であるとき，その単語-文書行列C は大き
さがM ×N となる．この行列では一つの列が一つの文
書を表す．このときCは次式 (2)のように分解できる．

　　C = UΣV T (2)

ここで U は CCT の固有ベクトルを，対応する固
有値が大きい順に並べた行列である．V はCTC の固
有ベクトルを同様に並べた行列である．このときΣは
(i, i)成分が，行列 C の i番目に大きい特異値であり，
そのほかの成分がすべて 0となる対角行列である．行
列C が式 (2)のように分解可能であるとき，k次元の
低階数近似行列Ck は式 (3)で得られる．

　　Ck = UΣkV
T (3)

ここで Σk は Σの j > kであるすべての (j, j)成分
を 0に置き換えた行列である．
本研究では k = 200として利用した．

2.2.3 ランキング学習

特徴ベクトルで表されたデータセットとクエリにつ
いて，理想的なランキングが明らかであるときに検索結
果をその理想的なランキングに近づけようとする手法
としてランキング学習と呼ばれるものがある [Li 2009]．
これは何らかの方法で理想的なランキングを機械学習
の教師データとして扱えるよう変換し，教師あり学習
手法で検索結果の改善を行う．理想的なランキングを

どのように教師データとして利用するかで，いくつか
の枠組みが存在する．本論文では，分類手法を用いる
枠組みを採用したので，それについて説明する．
　あるデータの特徴ベクトルを v⃗とする．そして，あ
るデータの評価値が w⃗T v⃗のような特徴ベクトルの重み
つき和で表されるとする．ここで w⃗は重みベクトルを
表す．ここで理想的なランキングにおいて順位が i番
目のデータの特徴ベクトルを v⃗i，j 番目の特徴ベクト
ルを v⃗j とすると i < jである i，jの組に対して次式の
制約を可能な限り満たす重みベクトルを学習する．

　w⃗T v⃗i > w⃗T v⃗j (4)

この重みを学習する問題は w⃗T (v⃗i− v⃗j) > 0と変換す
ると二値分類問題と考えることができる．重みの学習に
は分類問題に用いられるパーセプトロンや SVMのよう
な手法が利用可能である．本研究ではパラメータを調整
する必要がない Passive Agressive(PA)法 [Koby 2006]

を中心に使用するアルゴリズムの検討を行った．法につ
いては次節で学習手法を紹介する際，詳しく解説する．

3 提案手法

3.1 提案手法の利用を想定している局面

提案手法がどのような局面での利用を想定している
のかを述べる．提案手法は，ユーザが検索したいクエ
リ楽曲と，クエリ楽曲に対応するタグの情報が入力と
して必要になる．タグの情報と音響信号の情報を比較
したとき，どちらの方がより類似楽曲検索の役に立つ
かは先行研究で調査されている [?][Ioannis 2011]．これ
らの研究はタグの情報の方がより精度の良い検索結果
をもたらすことを示している．もし検索対象のデータ
セットに，楽曲そのものだけでなくタグも含まれるの
であれば，そのタグを用いて検索することができる．し
かしながら，タグの情報は SNS等から得られるごく一
部の楽曲にしかつけられていない．そのため，データ
セットを，楽曲の音響信号のみから検索しなければな
らない状況が発生する．本研究はそのような状況で利
用される．つまり，検索したい対象となるデータは楽
曲のみしか用意できないが，別の楽曲の集まりについ
てはタグと楽曲の両方を用意できるという状況である．
提案手法では，楽曲の音響信号をから得られる特徴ベ
クトルを元に類似度を算出する際，ある重みパラメー
タを用いて類似度の算出の仕方を修正することで検索
結果の改善を実現する．次節以降でシステムの詳細を
記述する．
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3.2 教師データ

提案手法ではランキング学習の手法を用いて類似度
関数の重みを調整する．ランキング学習を行うために
は教師データとなる理想的なランキングが必要となる．
本手法では楽曲につけられているタグをもとに得られ
る検索結果を教師データとして利用した．タグから類
似楽曲を得る手続きについて説明する．まず，事前に
データセット中の楽曲について，それのタグをもとに
Bag-of-Wordsで表現されたベクトルを作成し，関連研
究の項で解説した IDFによる重み付け，LSIによる次
元圧縮を行って 200次元の特徴ベクトル f⃗ に変換した．
そしてこのベクトルを記録した．検索する際は，まず，
クエリとして与えられたタグに対し同様の処理を行っ
てベクトル f⃗q を作成する．その後コサイン類似度で
データセット中の楽曲との類似度を算出する．
コサイン類似度は大きな値であれば大きな値である

ほどより類似していることを表す指標であるので，コサ
イン類似度の値が大きい順にソートすることによって，
類似した楽曲のランキングを作成することができる．

3.3 学習手法

教師データとなるランキングが得られたならば次の
課題は重みの学習である．本研究ではオンライン学習
手法の一つである Passive-Agressive法 [Koby 2006]を
改良した手法で重みの学習を行った．この改良法の紹
介をする前，まず PA法を本研究に応用するときどの
ようにすべきかの解説を行う．次に改良法との変更点
を示す．

3.3.1 Passive-Agreesive

クエリとなる楽曲を q，タグをもとに検索して得られ
る理想的なランキングにおいてある順位である楽曲を
その順位を表す記号 i，jを用いて表現する．今，i < j

であるとき，検索結果を理想的なランキングに近づけ
るためには式 (5)の制約ができる限り満たされるよう
に重み w⃗の学習を行えばよい．

　Dn = w⃗T v⃗j > Dp + 1 = w⃗T v⃗i + 1 (5)

ここでDnは楽曲 jと楽曲 qの距離を表し，Dpは楽
曲 iと楽曲 q の間の距離を表す．クエリ q との距離が
小さい楽曲ほどより似ていると判断される．v⃗p，v⃗nは
それぞれクエリとの差の大きさを表すベクトルであり，
楽曲の音響信号より得られる特徴ベクトル x⃗i，x⃗j を用
いて次式 (6)(7)で定義される．

　v⃗p = (x⃗i − x⃗q) ◦ (x⃗i − x⃗q) (6)

　v⃗n = (x⃗j − x⃗q) ◦ (x⃗j − x⃗q) (7)

◦はアダマール積を表し，成分ごとに積を取る処理
を表す．制約 (5)は，より上位にランキングされるべ
き楽曲 iと q との間の距離が，より下位にランキング
されるべき楽曲 j と qとの間の距離よりも 1以上小さ
くなることを意味している．
　ある楽曲 i，jに対してこの制約を満たす重みは無数
にある．しかしながら，制約が満たされる中で，重み
の更新量を最小にしようとするとき，その重みの値は
ただ一つに定まる．このことは次の制約付き最小化問
題 (8)を解くことで求められる．

minimize

O(w⃗) =
1

2
|w⃗ − w⃗t|2 (8a)

subject to

lt(w⃗, v⃗p, v⃗n) = 0 (8b)

ここで lt は式 (9)で定義される．

lt(w⃗, v⃗p, v⃗n) =

{
0 (if Dn −Dp ≥ 1),

1− (Dn −Dp) (otherwise),

(9)

このとき最適化問題を解くと次の更新式が得られる．

　w⃗t+1 = w⃗t+τt(v⃗n−v⃗p) where τt =
lt

|vn − vp|2
(10)

以上のアルゴリズムをまとめると Algorithm 1とな
る．ここで dは特徴ベクトルの次元数を表す．ones(d)

は値がすべて 1である d次元の列ベクトルを出力する
関数である．

3.3.2 提案手法

前節で説明したアルゴリズムを本研究に適用すると
いくつかの問題が生じる．それぞれの問題とその解決
策を次に示す．
　まず，もっとも大きな問題点は計算時間である．楽
曲がN 個あるデータセットから順序を考慮せず 2つ取
り出した組み合わせは N(N−1)

2 通りとなる．この組み
合わせすべてを学習に利用すると計算時間のオーダー
はO(N2)となり実時間での応答が難しくなる．これは
検索システムとしてふさわしくない．このような問題
に対処するために提案手法では学習に利用する楽曲を，
ランキング上位 k個と下位mから得られる組に限定し
た．これはランキングで順位がそれほど変わらない楽
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Algorithm 1 Passive Aggressive

Require: x⃗q, R

w⃗ = ones(d)

for i = 0 : N − 1 do

for j = i : N − 1 do

v⃗p = (x⃗i − x⃗q) ◦ (x⃗i − x⃗q)

v⃗n = (x⃗j − x⃗q) ◦ (x⃗j − x⃗q)

Dp = w⃗T v⃗p
Dn = w⃗T v⃗n
if Dn −Dp < 1 then

lt = 1− (Dn −Dp)

v⃗ = (v⃗n − v⃗p)

s = v⃗T v⃗

∆⃗ = lt
s v⃗

w⃗ = w⃗ + ∆⃗

end if

end for

end for

Ensure: w⃗

曲同士を比べても汎化性能の向上に繋がる適切な学習
が行えない，という考えに基づいている．このように
学習データを限定することで学習にかかる計算時間は
O(k ·m)となる．このように学習データを制限する手
続きを以後 Algorthm 2 とする．本研究では k = 50，
m = 200と設定した．
二つ目の問題点は汎化誤差に関するものである．PA

法は与えられたデータに対して必ず正常に分類できる
ように学習するものなので，はずれ値が与えられると，
それを正常に分類できるよう学習することによって汎
化誤差が悪化する可能性がある．この問題に対処する
ために，学習によって重みが更新されるたびにその値
を保存し，出力の際にそれらの成分ごとの平均を取る
という処理を考案した．これは [Carvalho 2006]の手法
から着想を得たものである．このような手続きを以後
Algorithm 3とする．
三つ目の問題点は，特徴量の次元数が低いと調整で

きる重みが限られるというものである．この問題に対
処するため，特徴量をそのまま利用するのではなく，代
わりに各特徴量の積を利用するという処理を考案した．
これは SVMの多項式カーネルから着想を得たもので
ある．この工夫を導入するとき，解くべき最適化問題
は次のようになる．

minimize

O(W ) =
1

2
|W −Wt|2 (11a)

subject to

lt(W , v⃗p, v⃗n) = 0 (11b)

ここで ltは式 (9)であるが，クエリとの距離Dp，Dn

の定義が異なり，式 (12)(13)のように定義される．

v⃗p = abs(x⃗p − x⃗q) (12a)

Dp = sum(W ◦ v⃗pv⃗Tp ) (12b)

v⃗n = abs(x⃗n − x⃗q) (13a)

Dn = sum(W ◦ v⃗pv⃗Tp ) (13b)

この工夫を取り入れた手法を Algorithm 4とする．
また，考案したすべての工夫を取り入れた場合，手

続きはAlgorithm 5となる．ここで Sk
p は LSIより得ら

れるランキングの上位 k個の楽曲を集めた集合，Sm
n は

下位 m個の楽曲を集めた集合を表し，Sw.append(w⃗)

は配列 Sw に w⃗ を追加する処理，mean(Sw)は Sw に
含まれる重みベクトル w⃗の各成分の平均を取る処理を
表す．diag(d)は d次元で対角成分がすべて 1である対
角行列を出力する関数を表す．Tr は非零成分が 1であ
る大きさ (d × d)の上三角行列であり，V の非対角成
分が二重に足し合わされるのを防ぐ役割を担っている．

Algorithm 5 Proposed Method

Require: x⃗q, S
k
p , S

m
n

W =diag(d)

Sw = [ ]

for x⃗p in Sk
p do

for x⃗n in Sm
n do

v⃗p = abs(x⃗p − x⃗q)

v⃗n = abs(x⃗n − x⃗q)

Dp = sum(W ◦ v⃗pv⃗Tp )
Dn = sum(W ◦ v⃗nv⃗Tn )
if Dn −Dp < 1 then

lt = 1− (Dn −Dp)

V = (v⃗nv⃗Tn − v⃗pv⃗Tp ) ◦ Tr

s = sum(V ◦ V )

∆ = lt
s V

W = W +∆

Sw.append(W )

end if

end for

end for

Woutput = mean(Sw)

Ensure: Woutput

我々はこれらAlgorithm 2， 3，4，5について，それ
ぞれ計算機実験により汎化性能を確認した．また，もっ
ともすぐれた性能を示したアルゴリズムを用いて参加
者実験を行った．実験の詳細について次節に示す．

人工知能学会 インタラクティブ 
情報アクセスと可視化マイニング研究会(第12回) 
SIG-AM-12-02

13-　　　-



4 実験

提案手法の性能を確認するためにふたつの実験を行っ
た．一つ目の実験は学習による汎化性能を確認する計
算機実験である．そしてもう一つは実際にユーザの感
性と照らし合わせても望ましい検索結果が得られるこ
とを確認する参加者実験である．まず，実験に利用し
たデータセットの構築について述べ，その後それぞれ
の実験の詳細を記述する．

4.1 実験に用いるデータ

本研究の実験は参加者による評価を含む実験である
ため，楽曲のタグ，特徴ベクトルのほかに，楽曲その
ものが必要となる．そのようなデータセットは筆者の
知る限りでは存在しない．そこで，我々は本実験のた
めに last.fm1，7digital2の二つのAPIを利用してデー
タセットの構築を行う．last.fmは音楽に特化した SNS

であり，サービスを通して得られた楽曲のメタデータ
を公開している．本実験ではAPIを利用し，楽曲 3046

曲のメタデータを獲得した．このメタデータ内にはタ
イトル，アーティスト名などの一般的な情報のほかに
各楽曲につけられたタグの情報を含んでいる．タグそ
れぞれには，そのタグが対応する楽曲に対して何度付
けられたかを示す数が付けられている．本研究では，不
正確なタグを除外するために，一つの楽曲に対して前
述した数が大きいものから上位 20 個のタグのみを採
用した．データに含まれる楽曲の再生可能な音響信号
情報を獲得するために 7digitalで公開されている API

を利用した．7digital APIを利用することで各楽曲ご
とに約 30 秒の長さの試聴用データを入手できる．本
実験ではこの試聴用データをもとに，特徴抽出および
参加者実験を行う．特徴抽出は先述のとおり先行研究
[Levy 2006]で用いられている手法を利用した．

4.2 計算機実験

一つ目の実験では，テストデータを学習データとテ
ストデータの半分に分け，汎化性能を確認した．クエ
リとしては，データセット中の楽曲とタグを利用した．
学習の際は，学習データについて LSIより得られるラ
ンキングの上位 50曲と下位 200曲から得られる順序
関係の組み合わせ 10000個を教師データとして採用し
た．評価指標としては，テストデータの上位 50曲と下
位 200曲から得られる順序関係の何割が満たされてい
るかで評価した．はじめの 50個のサンプルで学習時間
を計測したところ平均学習時間は 0.502秒だった．実験

1The Last.fm Dataset ― Million Song Dataset
http://labrosa.ee.columbia.edu/millionsong/lastfm

27digital Developers http://developer.7digital.com/

のサンプル数は 3046である．実験結果を図 1に示す．
Baselineは学習なしで検索した結果を表している．図
1のエラーバーは標準誤差を表している．図からAlg 5

がもっとも汎化性能において優れていることが明らか
になった．

図 1: 計算機実験の結果

図 2: Baselineとの比較

統計量だけでなく，一曲単位で見たとき，Baselineに
比べ提案手法が優れているかは図 2で確認できる．図
2は学習の前後での，破られる制約の割合をプロットし
たものである．左下から右上にの線は境界線を表して
おり，この境界線より右下にプロットされているなら
ば，学習後の方が破られる制約の割合が低いこと，す
なわち学習によってより望ましいランキングに近づい
ていることを示している．図 2より多くのクエリで，学
習後の結果が改善していることが明らかになった．
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4.3 参加者実験

4.3.1 実験手続き

　提案手法に，ユーザに実際に聞いて望ましいと感
じる結果が得られていることを確認するため参加者実
験を行った．実験参加者は男性 15名 (平均年齢 25，最
小 23，最大 32，標準偏差 2.68)である．また，参加者
には実験報酬として 1500 円相当の筆記用具を贈与し
た．実験の手続きを説明する．参加者には各々が好む
楽曲を用意してもらった．実験ではその楽曲をシステ
ムに入力してもらい，事前にこちらが用意したタグの
中から，楽曲を表すのにふさわしいと思うものを任意
の数 (ただし一つ以上)指定してもらった．用意したタ
グを表 1に示す．これらのタグは実験者が楽曲を選ぶ
のに役に立つと判断して決定したものである．

表 1: 選択肢として提示したタグ

Tag

instrumental relax

rock classic

pop male vocalist

jazz female vocalist

Ballad beautiful

metal guitar

alternative piano

electronic sad

dance happy

システムにタグと楽曲が入力されると，学習なしで
検索した結果 (Baseline)と，Algorthm 5で学習をした
検索結果からそれぞれ上位 5曲が無作為な順番で図 3

のように表示される．楽曲名やアーティスト名のよう
なメタ情報にユーザが惑わされず，楽曲そのものにつ
いて評価できるようにするため，検索された楽曲に関
する情報は表示されない．ユーザはUIを通して，楽曲
の再生，一時停止，停止を行うことができる．検索結
果はシャッフルされてから表示されるので，提案手法
より得られる楽曲を高く評価するといった恣意的な評
価を行うことはできないようになっている．
参加者にはそれぞれの楽曲を聞いてもらい，その楽

曲が検索結果としてどの程度ふさわしいかを評価して
もらった．評価値は 0 から 1 の間の得点を 0.1 点刻
みで付けてもらった．参加者より得られた評価値を元
に，学習前後の結果に対して，ランキングの評価指標
である nDCG(normalized Discount Cumulative Gain)

[Jarvelin 2000]を算出した．
nDCGは情報検索の分野で用いられる指標で検索結

果のランキングが理想的なランキングにどれぐらい近

図 3: システムのユーザーインターフェース

いかをあらわす指標である．nDCGには，ユーザのア
イテムに対する選好順序の情報を必要とせず，各アイ
テムについての評価さえ得られれば算出できるという
メリットがある．本研究では，楽曲集合に対して選好
の順序を記述させるよりも，各楽曲をそれぞれ評価す
る方がユーザにとって負担が少ないと考え，評価指標
として nDCGを採用した．

4.3.2 実験結果

実験結果を図 4に示す．図 4のエラーバーは標準誤
差を表す．図より，参加者が提案手法から得られる楽
曲をより高く評価する傾向にあることが確認された．

図 4: 参加者実験結果 棒グラフ

人工知能学会 インタラクティブ 
情報アクセスと可視化マイニング研究会(第12回) 
SIG-AM-12-02

15-　　　-



5 まとめと今後の課題

本論文では，類似楽曲検索において，ユーザがイン
タラクティブに検索結果の改善を行える方法を考案し
た．計算機実験の結果，学習によって重みを修正する
ことで，出力をタグより得られるランキングに近づけ
ることができることが確認された．また，参加者実験
によって，このように学習して得られるランキングは，
学習前のランキングに比べ，ユーザにとってより好ま
しいものであることがわかった．
　一方提案手法は実際にユーザからクエリを受け取っ
てから学習を行うために，応答に時間がかかるという
問題が残っている．また，本研究ではあらかじめ実験
者が選択するべきタグの候補を決定していたが，実際
にどのタグを用いると検索結果に大きな影響を与える
のかは未調査である．さらに有益なシステムのために
は，今後このような課題に取り組むことが求められる．
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