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Abstract: In recent years, IoT laser sensors have been developed and installed on household

kerosene tanks to measure the amount of remaining kerosene in order to improve the efficiency

of kerosene delivery. For efficient operation of the laser sensor, this study proposes a method for

estimating the refueling time of kerosene tanks using laser sensor measurements, a method for

detecting failures of the laser sensor itself, and a method for detecting abnormal fluctuations in

the measured values. Experiments using actual laser sensor measurements confirm that the three

proposed methods are effective and accurate in practical use.

1 はじめに
1.1 研究背景
灯油配送は主に寒冷地で行われている業務である．寒
冷地の住宅には冬場の暖房やロードヒーティングに使
用する灯油を貯蔵するタンクが設置されており，定期
的に配送を受けることで燃料を切らさずに暖房などを
使用し続けることができる．通常，灯油配送のタイミ
ングや配送量は配送業者側が灯油タンクを空にしない
ように決めていく．
灯油配送業を取り巻く問題としては，近年人手不足
によって，一人当たりの労働負荷が上昇していること
が挙げられている．この労働負荷，および，労働時間
の増加がさらなる呼び水となり，離職率の増加や，灯
油配送遅れによる灯油切れが生じてしまう危険性があ
る．灯油切れにより，冬場に暖房が使用できず室温が
下がることで，居住者が生活を行う上での支障を来た
す可能性がある．また，ロードヒーティングが行えな
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くなることで道路が凍結するため，発生する事故の増
加も考えられる．さらに，一度灯油を切らしてしまう
と，灯油用のホース内に空気が詰まってしまい，それ
を取り除くために 30 分程度の時間を要するため，灯
油を切らさないための配送計画の作成が重要となる [1]

．配送計画を作成するうえで，タンク内の灯油の在
庫管理が重要である．従来は顧客の過去の消費傾向か
らタンク内の残量が無くならないように配送頻度を決
定し周期的に配送していた．また，機械学習を使い過
去の消費傾向を学習して灯油タンクの現在の残量推定
を行う研究も行われているが，新規の顧客や，消費傾
向が変化する顧客に対する残量推定は難しい [2]．そこ
で近年，リアルタイムで灯油残量の計測が可能な IoT

レーザセンサの開発及び設置が進んでいる．しかし，セ
ンサは各家庭の灯油タンクに設置しなければならない
ため，コストの制約から安価なものを使用しなければ
ならない．また，通常屋外にある灯油タンクにセンサ
を設置するため，夏は炎天下，冬は極寒に晒されるな
ど計測環境が悪い．このような要因からセンサが故障
したり，異常値を計測してしまうなどの事例が発生す
るため，計測値を配送計画に使用するには信頼度が低
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いのが現状である．

1.2 研究目的
本論文では，灯油配送計画のための信頼性の高い残

量把握における，故障センサへの適切な対応を支援す
るシステムを開発することを目的し，システム内で使
用する異常検知手法を提案する．具体的には，センサ
の計測値と給油時刻データから計算可能な特徴量を用
いた，分類器ベースの異常検知手法の検証を行う．特
徴量には，一定期間内で給油時刻推定を行った予測給
油時刻と，実際の給油時刻から計算できる F1スコアを
含める．したがって，まず初めに計測値から給油時刻
を推定する手法を提案し，検証を行う．ここで，正常
な計測値から正しく給油時刻を推定できることの確認
を行い，その後給油時刻推定の F1スコアとその他の
計算可能な特徴量を用いた異常検知手法の検証を行う．
また，発生期間の長さが異なる異常をそれぞれ検知す
るために，異常検知手法の検証は扱う時系列の長さを
変えて，二種類の枠組みの検証を行う．一つ目は，給
油の消費が多い冬季を含む 7ヵ月間の計測値を一つの
時系列として扱い，正常か異常かの分類を行う．以下，
一つ目の枠組みを異常変動検知（1シーズン）とする．
二つ目は，計測値を給油時刻から次の給油時刻までで
区切った期間を一つの時系列として扱い，正常か異常
かの分類を行う．以下，二つ目の枠組みを異常変動検
知（給油間期間）とする．
図 1に考案したシステムの全体図を示す．異常変動

検知（１シーズン）はセンサが故障しているかの判定
に使用し，異常変動検知（給油間期間）は，より短い
期間でセンサが不調であるかの判定に使用する．異常
の判定にこの二つの枠組みを使用する理由は，発生期
間が短い異常と長い異常で別々の対応をするためであ
る．発生期間が長い異常はセンサが故障していると判
断し交換をしなければならない．発生期間が短い異常
は，レーザの射出口を清掃することにより再び正常な
計測が可能になる場合があるため，射出口を清掃し様
子を見る必要がある．

1.3 本稿の構成
以下に本論文の構成を示す．第 2章では時系列デー
タを扱った異常検知に関連した研究の解説を行う．第
3章では，本論文で扱うレーザセンサデバイスの概要
と，扱うデータの性質についての解説を行い，第 4章
では本論文で提案する給油時刻推定と異常変動検知（1

シーズン），異常変動検知（給油間期間）についての
解説を行う．第 5章の 5.1節で提案手法の有効性を検
証するための実験についての解説を行い，5.2節で実験

の結果及び考察を行う．最後に，第 6章にて本論文の
まとめを述べる．

2 関連研究
実世界の重要な問題として時系列異常検知は広く研
究されており，それらの多くは教師ありと教師なしに
分類される．教師あり時系列異常検知は時系列分類問
題（TSC: Time Series Classification）の一つとして研
究されており，TSCの中で分類クラスが異常と正常の
二値分類である問題を異常検知としている．
TSCの先行研究としては，Maletzkeらの研究 [3]が
存在する．この研究では 5つの医療時系列データから，
平均や分散などの統計的な特徴量やエントロピー，フ
ラクタル次元などの複雑さを表す特徴量を抽出し決定
木モデルを用いて，てんかん患者の推定を行った．さ
らに，井上らの研究 [4]では家庭の電力時系列から統計
的な特徴量を抽出し，単純ベイズ分類器で個別家電機
器の動作状態の推定を行った．これらの研究では，時系
列から固定長の特徴量を計算し，分類器で教師あり学
習をしている．また，茂木らの研究 [5]では，振動セン
サの計測値から流量実験設備に組み付けられた調節弁
の異常検知を行っている．この研究では計測値から得
られた時系列をそのまま入力として，CNN-LSTMを
用いて教師あり学習をしている．
教師なし異常検知は異常の判定基準により，密度推
定法 [6, 7]，クラスタリングベース [8, 9]，再構成ベー
ス [10, 11]，自己回帰ベース [12]などに分類できる．ま
た，近年様々な問題で力を発揮しているトランスフォー
マーを用いた異常検知手法も Jiehuiら [13]によって提
案されており，時系列異常検知ベンチマークにおいて
最先端の結果を出している．
教師なし異常検知が多く研究されている背景として，
実世界の問題では異常データが正常データに比べて極
端に少なく教師あり学習が困難であることが挙げられ
る．本論文で扱う問題では異常データが十分あるため，
教師なし学習よりも有効であると考えられる教師あり
学習を採用する．

3 レーザーセンサデバイス
本論文で扱うレーザセンサデバイスは灯油タンクの
蓋に設置され，タイムオブフライト方式で油面との距
離を計測する．タイムオブフライト方式とは，光を対象
に向けて発射し，照射時間と受光時間の時間差から距
離を計測する方式である [14]．計測した距離は LPWA

ネットワークによりクラウドに保存されるため，イン
ターネットが繋がる環境であればどこでも灯油タンク
内の残量を把握することができるが，1.1節で述べた通
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図 1: 異常センサ検出システム．

図 2: センサ計測値．

り，コストの面から高精度なセンサは使うことが出来
ないため，ある程度の誤差は想定している．また，消
費電力低減のために距離計測は 3時間毎に行われるた
め，センサから得られるデータは 3時間間隔の時系列
データである．
本論文で扱うデータの例として，あるセンサにおけ
る計測値の時系列および給油履歴を図 2に示す．図に
示す期間は 2021年 11月 15日から 2022年 2月 1日ま
でとなっており，縦軸が油面との距離，横軸が時間で
ある．赤い点線はタンクに給油した時刻を表している．
図 2より，センサ計測値は時間経過とともに徐々に油
面との距離が大きくなり，給油が行われると油面との
距離が急激に小さくなる．次に，センサにみられる異
常の例を図 3に示す．図 3(a)はある一定期間に計測値
が変動していない．図 3(b)は連続でスパイクが立って
いる．図 3(c)は計測値が減少傾向にある．いずれも図
2とは異なる挙動を示している．
また，提案する手法には，センサ計測値の他にもタ
ンクへ給油した時刻と量のデータが必要であるが，本
論文ではそのような給油履歴が取得可能な状況を想定
して実験を行う．

図 3: 異常センサ例．

4 提案手法
本章では，提案する給油時刻推定と異常変動検知手

法について述べる．使用するデータはセンサ計測値と，
各灯油タンクへの給油時刻と給油量が記録された給油
履歴である．計測値X は時刻 tの計測値を xt ∈ Rと
して，集合 {x1, x2, ..., xN}で表す．また，給油時刻 Ts

は時刻の集合 {ts,1, ts,2, ..., ts,K}で示され，ts,k ∈ Nは
k回目の給油の給油時刻を表している．

4.1 給油時刻推定
センサ計測値から給油時刻を推定するために，給油
時刻付近での計測値の挙動について考える．第 3章で
述べた通り，センサ計測値は時間経過とともに徐々に
油面との距離が大きくなり，給油が行われると油面と
の距離が急激に小さくなる．つまり、給油時刻を推定す
るには前ステップとの差分が大きい箇所に注目すれば
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良い．しかし，図 2の 2022年 1月 15日付近にみられ
るように，計測値にはスパイクが立つことがしばしば
ある．このようなスパイクも前ステップとの差分が大
きくなるため，給油時刻を推定するためには，差分だ
けではなくその後の時系列も考慮しなければならない．
このことを踏まえて，以下の手順で給油時刻推定を
行う．

1. 　隣り合う 2 点間の差分の絶対値を計算し，差
分が閾値以上である時刻を給油時刻候補として挙
げる．

2. 　過去の給油時刻から，給油時刻直後数ステップ
の計測値をサンプリングして平均と分散を求める．

3. 　ホテリング理論により，求めた平均と分散から
給油時刻候補直後数ステップの計測値に対する異
常度を計算し，異常度が閾値以下である給油時刻
候補を給油時刻と推定する．

ここでは，ある灯油タンクの l回目までの給油時刻が
分かっていて，それ以降の給油時刻を推定する問題を
考える．まず，以下の式で前ステップとの計測値の差
分を計算する．

∆xt = xt − xt−1 (1)

ここで∆xtは絶対値ではなく，相対値で計算する．こ
れは，給油時刻では計測値が負の方向に大きく変化す
ることが分かっているためである．∆xt が負の方向に
大きい時刻の集合を給油時刻候補 Tsc = {tsc,k′}K′

k′=1と
する．また，このときの閾値を γ∆xt とする．次に過去
の計測値と給油履歴から，給油直後 nステップの計測
値をサンプリングして，平均値 µと分散 σ2 を以下の
式で求める．

µ =
1

nl

l∑
k=1

ts,k+n−1∑
t=ts,k

xt (2)

σ2 =
1

nl

l∑
k=1

ts,k+n−1∑
t=ts,k

(xt − µ)
2

(3)

nは十分小さく正規分布に従う測定誤差を除き計測値
は変動しないため，サンプリングした計測値は正規分
布に従うと仮定できる．したがってホテリング理論よ
り，給油直後の計測値の異常度 aが計算できる．ここ
で，給油時刻推定には Tsc 直後の数ステップを考慮す
る必要があるため，異常度 aの計算には Tsc 直後の n

ステップの平均を用いる．k′ 番目の給油時刻候補の異
常度 ak′ は以下の式で計算できる．

ak′ =
(x̄tsc,k′ − µ)2

σ2
(4)

x̄tsc,k′ =
1

n

tsc,k′+n−1∑
t=tsc,k′

xt (5)

(4)式で求めた異常度は正規分布からの距離を表してお
り，異常度が大きいほど過去の給油時刻直後の計測値
の傾向から外れていることが分かる．したがって，異
常度 ak′ が小さい給油時刻候補 tsc,k′ を給油時刻として
推定し，このときの閾値を γa とする．また，(4)式で
計算される異常度はカイ二乗分布に従うため，閾値 γa
は確率を表すパラメータ αにより一意に決まる．

α = 1−
∫ γa

0

χ2(a|1, 1)da (6)

4.2 異常変動検知（1シーズン）
提案手法では，図 3のような計測値をとる異常セン
サを検知することを目的として，計測値と給油履歴か
ら計算できる固定長の特徴量を抽出し，単純な分類器
で教師あり学習を行う．教師ラベルは正常と異常の 2

種類で，7ヵ月間の時系列に対してアノテーションを行
う．抽出する特徴量と計算式を以下に示す．

１回当たりの平均給油量：V̄

V̄ =
1

K

K∑
k=1

Vk (7)

ここで，Kは 7ヵ月間で行われた給油回数，Vkは
k回目の給油の給油量を表している．

平均給油間隔： ¯∆ts,k

¯∆ts,k =
1

K − 1

K−1∑
k=1

(ts,k+1 − ts,k) (8)

１ヶ月当たりの平均給油回数：K̄

K̄ =
240K

N
(9)

ここで，分母は時系列のステップ数，分子の 240

は 1ヶ月当たりのステップ数を表している．異な
る長さの時系列にも応用可能にするため，1ヶ月
で正規化する．

給油時刻推定の F1スコア
4.1節で提案した給油時刻推定が正常センサに対
して性能が良く，異常センサに対して性能が悪い
と考えられるため，給油時刻推定で得られた F1

スコアを特徴量とする．まず，時系列に対して 4.1

節で提案した給油時刻推定を行う．次に，給油時
刻推定を各ステップが給油時刻か給油時刻以外か
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の二値分類問題として扱い，F1スコアによって
評価を行う．二値分類問題において，給油時刻以
外を給油時刻とラベル付けされた場合の数を偽
陽性（FP）と表す．偽陰性（FN）は，給油時
刻が給油時刻以外であるとラベル付けされた数を
表す．真陽性（TP）および真陰性（TN）は，給
油時刻と給油時刻以外が正しく識別された数を表
す．これらを用いて，精度，再現率，F1スコア
は以下のように評価される．

precision =
TP

TP + FP
(10)

recall =
TP

TP + FN
(11)

F1score = 2× precision× recall

precision+ recall
(12)

ノイズの強さ：d

計測値に対するノイズの強さを定量的に数値化
するためにローパスフィルタを用いる．ローパス
フィルタは，ノイズなどの特定の閾値よりも高い
周波数信号を減衰させて遮断し、低域周波数のみ
を信号として通過させることができる．提案手法
では，元の計測値X とローパスフィルタ適用後
の計測値Xlpf との差分を時系列の長さで正規化
した値をノイズの強さとして定義する．

d =
1

N

N∑
t=1

|xlpf,t − xt| (13)

閾値以上の∆xt の数（1ヶ月当たり）：lso

lso =
240

N − 1

N∑
t=2

fso(∆xt) (14)

fso(∆xt) =

{
1 if ∆xt > γfso ,

0 otherwise
(15)

ここで f は∆xが閾値以上であるかの判定を行っ
ていて，γf は閾値である．この特徴量を計算す
ることにより，計測値の正の方向への急激な変化
を抽出することができる．

閾値以下の∆xt の数（1ヶ月当たり）：lsw

lsw =
240

N − 1

N∑
t=2

fsw(∆xt) (16)

fsw(∆x) =

{
1 if ∆xt < γfsw ,

0 otherwise
(17)

ここで gは∆xが閾値以下であるかの判定を行っ
ていて，γg は閾値である．この特徴量を計算す
ることにより，計測値の負の方向への急激な変化
を抽出することができる．

閾値以上の∆xlpf,t の数（1ヶ月当たり）：llpf,so

llpf,so =
240

N − 1

N∑
t=2

fso(∆xlpf,t) (18)

l̂lpf,so は l̂so と比べて，ローパスフィルタ適用後
の時系列を用いて特徴抽出をしているため，より
大域的な変動を抽出することができる．

∆t間の計測値の傾きの平均：µx′
t

計測値Xにおける∆t間の傾きを次式で定義する．

x′
t =

xt+∆t − xt

∆t
(19)

正常なセンサの計測値の傾きは，センサ間である
程度近いと考えられるため，計測値の傾きの平均
を特徴量とする．また，給油回数によるばらつき
を防ぐため，∆t間に給油時刻が含まれる場合は
平均の計算に含めない．

µx′
t
=

1

N −K∆t

N−∆t∑
t=1

gµ(x
′
t) (20)

gµ(x
′
t) =

{
0 if ∃ts,k ∈ N, t ≤ ts,k ≤ t+∆t,

x′
t otherwise

(21)

∆t間の計測値の傾きの分散：σ2
x′
t

ノイズや計測値の減少により異常なセンサの計測
値の傾きは分散が大きくなると考えられるため，
x′
tの分散を特徴量とする．µx′

t
と同様に，給油回

数によるばらつきを防ぐため，∆t間に給油時刻
が含まれる場合は分散の計算に含めない．

σ2
x′
t
=

1

N −K∆t

N−∆t∑
t=1

(gσ2(x′
t)− µx′

t
)2 (22)

gσ2 (x′
t) =

{
µx′

t
if ∃ts,k ∈ N, t ≤ ts,k ≤ t+∆t,

x′
t otherwise

(23)

閾値以下の |x′
t|の数（1ヶ月当たり）：lx′

t

図 3の (a)のセンサは，正常センサと比べて |x′
t|

が 0に近い値をとる期間が存在する．このような
特徴を表現するために，閾値以下である |x′

t|の数
をカウントして，1ヵ月で正規化した値を特徴量
とする．

lx′
t
=

240

N −∆t

N−∆t∑
t=1

h(x′
t) (24)
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h(x′
t) =

{
1 if |x′

t| ≤ γ|x′
t|,

0 otherwise
(25)

ここで hは |x′
t|が閾値以下であるかの判定を行っ

ており，γ|x′
t| は閾値である．

4.3 異常変動検知（給油間期間）
時系列の長さに対して異常が発生している期間が短
い場合，異常部位が正常部位に埋もれて特徴抽出が困
難である可能性がある．したがって本節では，計測値
を給油時刻から次回給油時刻までで区切った期間を一
つの時系列として扱う異常検知手法を提案する．提案
手法では異常変動検知（1シーズン）と同様に時系列
から固定長の特徴量を抽出して，単純な分類器で教師
あり学習を行う．教師ラベルは正常と異常の 2種類で，
給油時刻から次回給油時刻までの計測値に対してアノ
テーションを行う．抽出する特徴量を表 1に示す．計
算方法は 4.2節と同じである．

表 1: 特徴量（給油間期間）
記号 特徴量
N 時系列のステップ数
d ノイズの強さ
lso 閾値以上の∆xt の数（1ヶ月当たり）
lsw 閾値以下の∆xt の数（1ヶ月当たり）
µx′

t
∆t間の計測値の傾きの平均

σx′
t

∆t間の計測値の傾きの分散
lx′

t
閾値以下の |x′

t|の数（1ヶ月当たり）

5 実験
本論文で提案した給油時刻推定と異常変動検知の有
効性の検証を行う．扱うデータはセンサ計測値と，各
灯油タンクへの給油時刻と給油量が記録された給油履
歴である．

5.1 実験設定
5.1.1 給油時刻推定
正常データに対して給油時刻を正しく推定できるこ
とを確認するために，異常が少ないセンサを 10個サン
プリングして実験する．また推定における最適なパラ
メータ探索のため，γ∆xt

と αを変化させて評価値を計
算する．給油直後の計測値のサンプリング数 nは全セ
ンサで 5と設定する．評価方法については，給油時刻
を陽性，給油時刻以外を陰性として (12)式で計算でき
る F1スコアを用いて比較を行う．

表 2: 給油時刻推定の F1スコア
γ∆xt

α 50 100 150 200

10−1 0.77 0.78 0.77 0.74

10−3 0.91 0.92 0.91 0.84

10−5 0.93 0.94 0.93 0.90

10−7 0.91 0.91 0.92 0.90

10−9 0.91 0.91 0.92 0.90

5.1.2 異常変動検知
各特徴量の計算に用いるパラメータは，検証用デー
タに対して単一の特徴量に閾値を設けて分類を行い，
AUCPR が最大となるものを使用する．検証用データ
は様々な異常が含まれるようにサンプリングしたセン
サ 10個分の時系列を使う．分類器の比較には，ロジス
ティック回帰（LR），ランダムフォレスト（RF），サ
ポートベクターマシン（SVM）を用いる．実験に使う
データ数は，異常変動検知（1シーズン）がセンサ 200

個分の時系列で，異常変動検知（給油間期間）が給油
間期間 1000 個分の時系列である．扱うデータの期間
は 2021年 10月 1日から 2022年 5月 1日の 7ヶ月と
し，間訓練データとテストデータの割合は，異常変動
検知（1シーズン）では 5:5，異常変動検知（給油間期
間）では 7:3とする．異常ラベルを陽性，正常ラベル
を陰性として (10)～(12)式で計算できる精度，再現率，
F1スコアと，PR曲線の下面積であるAUCPRで評価
し，分類器の比較を行う．また，提案手法との比較の
ため，テストデータに対して単一の特徴量に閾値を設
けて分類（SFM：Single Feature Model）を行い評価
する．SFMの実験は全ての特徴量に対して行い，最も
AUCPRが高かった特徴量の実験結果のみを掲載する．

5.2 実験結果
5.2.1 給油時刻推定
給油時刻推定の実験結果を表 2 に示す．表 2 より，
検証したパラメータの大半が 90%以上の精度を示した．
また，α = 10−5，γ∆xt

= 100のとき最も良い精度を
示し，F1スコアが 0.94となった．したがって以降は，
このパラメータを使って実験を行う．

5.2.2 異常変動検知（1シーズン）
異常変動検知（1シーズン）の実験結果を表 3に示

す．精度，再現率，F1スコアは F1スコアが一番高く
なるような閾値設定での値を載せている．AUCPR は
SVMが最も高く，精度，再現率，F1スコアは LRが
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表 3: 異常変動検知（1シーズン）の実験結果
AUCPR precision recall F1score

SFM 0.52 0.58 0.52 0.55

LR 0.84 0.80 0.85 0.82

RF 0.73 0.67 0.73 0.70

SVM 0.86 0.77 0.82 0.79

表 4: 異常変動検知（1シーズン）混同行列
predict

true anomaly normal

anomaly 27 6

normal 8 59

最も高いことが分かる．また，AUCPR が最も高かっ
た SVMの F1スコアが最も高い閾値設定での混同行列
を表 4に示す．表 4より，異常センサの 82%を検知可
能であり，異常センサであると予測したセンサのうち
77%が正しく分類できていることが読み取れる．これ
は SFMと比較して大幅に精度が向上しており，且つ，
提案手法の目的である故障センサ検出システムとして，
労働者の負担を十分減らせる結果であるため，提案手
法の有効性を示すことができた．

5.2.3 異常変動検知（給油間期間）
異常変動検知（1シーズン）の実験結果を表 5に示

す．精度，再現率，F1スコアは F1スコアが最も高く
なるような閾値設定での値を載せている．全ての評価
指標において LRと SVMが同水準で良い性能を発揮し
ている．AUCPR が最も高かった LRの F１スコアが
最も高い閾値設定での混同行列を表 6に示す．表 6よ
り，異常な給油間期間の 81%を検知可能であり，異常
な給油間期間であると予測した時系列のうち 85%が正
しく分類できていることが読み取れる．異常変動検知
（1シーズン）と同様に，SFMと比較して大幅に精度
が向上している．また，表 3の結果と比較しても同水
準の性能を発揮していることから，時系列を短くして
も提案手法が有効であることを示すことができた．さ
らに，異常変動検知（1シーズン）との比較のため，異
常変動検知（1シーズン）では偽陰性（FN）となって
いたセンサの分類結果を可視化したものを図 4に示す．
赤い点線がタンクに給油した時刻を表し，黄色で色付
けされた期間が提案手法により異常であると推定され
た給油間期間である．異常変動検知（1シーズン）では
時系列の長さに対して期間が短いため検知できなかっ
た異常が，時系列を給油間期間で区切る異常変動検知
（給油間期間）では検知できることが読み取れるため，
提案手法の有効性を示すことができた．一方で，図 5

表 5: 異常変動検知（給油間期間）の実験結果
AUCPR precision recall F1score

SFM 0.55 0.58 0.56 0.57

LR 0.88 0.85 0.81 0.83

RF 0.82 0.77 0.84 0.80

SVM 0.88 0.84 0.81 0.82

表 6: 異常変動検知（給油間期間）混同行列
predict

true anomaly normal

anomaly 47 11

normal 8 233

に偽陰性の例を示す．図 5では，1月末から２月末ま
での給油間期間の一部で異常が見られるが，提案手法
では異常を検知できていない．これは，異常変動検知
（1シーズン）のときと同様に異常が発生している期間
が扱う時系列と比べて極端に短いため，十分に特徴抽
出できずに偽陰性になったと考えられる．

6 まとめ
本論文では，センサの計測値と給油時刻データから
灯油タンクへの給油時刻を推定する手法と，給油時刻
推定の F1スコアとその他計算可能な特徴量を用いた
分類器ベースの異常検知手法を提案した．実データに
対して実験を行い，一般的な異常検知問題で扱われる
評価指標で評価した結果，どの手法も現実の問題に有
効であることを示すことができた．
本論文で提案した異常変動検知では，異常値が計測
された具体的な時刻が分からないため，今後は時系列
のどこの時刻で異常値が計測されたか分かるような手
法を提案する予定である．

図 4: 分類結果の可視化．
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図 5: 偽陰性の例．
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